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ABSTRACT

Students’ academic performance can serve as an indicator to support the monitoring of learning
processes and the provision of early academic assistance. This study applies an Artificial Neural Network
(ANN) using the Backpropagation algorithm to predict students’ cumulative Grade Point Average (GPA)
at the end of the fourth semester based on Semester 1 to Semester 3 GPAs, the percentage of credits
successfully completed, and the number of repeated courses. The data were processed through selection,
anonymization, and cleaning, followed by partitioning into 70% for training, 15% for validation, and
15% for testing. The data were also normalized to a range of 0.1-0.9 using parameters calculated
exclusively from the training set. Nine combinations of hidden-layer architectures and learning rates
were evaluated, with each configuration tested five times using different random seeds. Since the
available research files did not contain actual academic records, the quantitative results reported in this
study were obtained using 320 anonymized/simulated test records to verify the experimental procedure
rather than to establish empirical findings for Universitas Budi Darma. The 5-5-1 architecture with a
learning rate of 0.10 achieved the lowest average validation RMSE of 0.119 + 0.009. On the test dataset,
the selected model achieved an MSE of 0.0162, an RMSE of 0.1274, an MAE of 0.1035, and an R? of
0.9415. The verification results indicate that Backpropagation can model nonlinear relationships among
academic indicators. However, operational implementation requires further validation using official
academic records.

Keywords: Student Academic Performance, Artificial Neural Network, Backpropagation,
Prediction, Educational Data Mining.

ABSTRAK

Prestasi akademik mahasiswa dapat digunakan sebagai indikator untuk mendukung pemantauan proses
pembelajaran dan pemberian pendampingan secara lebih dini. Penelitian ini menerapkan Jaringan Saraf Tiruan
metode Backpropagation untuk memprediksi IPK kumulatif akhir Semester 4 berdasarkan IPS Semester 1 sampai
Semester 3, persentase SKS lulus, dan jumlah mata kuliah yang diulang. Data diproses melalui seleksi, anonimisasi,
pembersihan, pembagian 70% training, 15% validation, dan 15% testing, serta normalisasi ke rentang 0,1-0,9
menggunakan parameter yang dihitung hanya dari training set. Sembilan kombinasi arsitektur hidden layer dan
learning rate diuji, masing-masing sebanyak lima kali dengan seed berbeda. Karena berkas penelitian yang tersedia
belum memuat data akademik aktual, hasil kuantitatif pada laporan ini menggunakan 320 rekaman data uji
anonim/simulasi untuk memverifikasi prosedur eksperimen, bukan sebagai temuan empiris Universitas Budi Darma.
Konfigurasi 5-5-1 dengan learning rate 0,10 memperoleh rata-rata validation RMSE terendah sebesar 0,119 + 0,0009.
Pada data testing, model terpilih menghasilkan MSE 0,0162, RMSE 0,1274, MAE 0,1035, dan R? 0,9415. Hasil
verifikasi menunjukkan bahwa Backpropagation mampu memodelkan hubungan nonlinier pada indikator akademik,
tetapi penerapan operasional tetap memerlukan validasi menggunakan data akademik resmi.

Kata Kunci : Prestasi Mahasiswa, Jaringan Saraf Tiruan, Backpropagation, Prediksi, Educational Data Mining.
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1. PENDAHULUAN

Perguruan tinggi memerlukan mekanisme pemantauan akademik yang mampu
memberikan gambaran perkembangan mahasiswa secara sistematis. Prestasi akademik
yang tercermin melalui Indeks Prestasi Semester (IPS), Indeks Prestasi Kumulatif (IPK),
jumlah SKS lulus, dan riwayat pengambilan mata kuliah merupakan indikator yang dapat
digunakan untuk mengevaluasi kemajuan studi. Pemantauan lebih awal penting karena
penurunan prestasi yang tidak teridentifikasi dapat berlanjut menjadi keterlambatan studi
atau meningkatnya risiko tidak menyelesaikan pendidikan tepat waktu.

Educational Data Mining memanfaatkan data pendidikan untuk membangun
model prediksi dan menemukan pola yang mendukung pengambilan keputusan akademik.
Penelitian menunjukkan bahwa Artificial Neural Network dapat memodelkan hubungan
nonlinier antara karakteristik mahasiswa, aktivitas belajar, dan hasil akademik [1]-[5].
Jaringan feedforward dan multilayer perceptron termasuk pendekatan yang banyak
digunakan dalam prediksi performa mahasiswa [3], [5], [14], [15].

Backpropagation merupakan metode pembelajaran terawasi untuk memperbaiki
bobot jaringan multilayer berdasarkan error antara keluaran model dan target. Pada
konteks akademik, konfigurasi hidden neuron, learning rate, normalisasi, dan prosedur
pembagian data dapat memengaruhi kemampuan model menghasilkan prediksi yang
stabil. Sonang, Purba, dan Sirait menunjukkan adanya perbedaan hasil pada berbagai
arsitektur Backpropagation [6], sedangkan penelitian lain menegaskan pentingnya
validasi yang tepat agar hasil dapat digeneralisasi [11]-[13].

Penelitian terdahulu masih memperlihatkan beberapa keterbatasan, antara lain
penggunaan sampel yang relatif kecil, pemilihan model tanpa validation set terpisah, atau
pengujian hanya terhadap satu konfigurasi jaringan. Inisialisasi bobot secara acak juga
dapat menyebabkan variasi hasil antarpercobaan. Oleh sebab itu, perbandingan arsitektur
pada data dan prosedur evaluasi yang sama diperlukan agar pemilihan model tidak hanya
didasarkan pada satu kali pelatihan.

Penelitian ini menganalisis prestasi mahasiswa menggunakan Jaringan Saraf
Tiruan metode Backpropagation dengan lima variabel input, yaitu IPS Semester 1 sampai
Semester 3, persentase SKS lulus sampai Semester 3, dan jumlah mata kuliah yang
diulang. Target model adalah IPK kumulatif akhir Semester 4. Model diuji pada tiga
ukuran hidden layer dan tiga learning rate, setiap konfigurasi diulang lima kali. Pemilihan
konfigurasi dilakukan berdasarkan validation RMSE dan model terpilih kemudian
dievaluasi pada testing set menggunakan MSE, RMSE, MAE, dan Rz

2. METODE

Pelaksanaan penelitian ini meliputi beberapa fase yang dilakukan untuk mencapai
tujuan yang diharapkan. Tahap-tahap penelitian ini dapat diilustrasikan pada diagaram di
bawah ini :
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Analisis Hasil & Penyusunan Laporan

Gambar 1. Diagram Tahapan Penelitian

3. HASIL DAN PEMBAHASAN

Data uji terdiri atas 320 rekaman dengan lima variabel input dan satu target. Rentang
variabel dibuat mengikuti rancangan atribut pada proposal. Statistik deskriptif digunakan untuk
memastikan nilai berada pada rentang yang wajar untuk verifikasi algoritme.

Tabel 4.1 Statistik Deskrip

tif Data Uji

Variabel Minimum Rata-rata SD Maksimum
IPS Semester 1 1.20 2.80 4.00

IPS Semester 2 1.20 2.84 4.00

IPS Semester 3 1.20 2.89 4.00
Persentase SKS Lulus 45.00 79.06 100.00
MK Mengulang 0.00 2.50 7.00

IPK Semester 4 1.50 2.48 3.76
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Distribusi Target IPK pada Data Uji
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Gambar 4.1 Distribusi IPK Semester 4 pada Data Uji

a. Pembagian dan Normalisasi Data

Sebanyak 224 rekaman digunakan sebagai training set, 48 sebagai validation set,
dan 48 sebagai testing set. Proporsi tersebut sesuai rancangan 70:15:15. Nilai minimum
dan maksimum untuk normalisasi dihitung dari training set. Parameter tersebut kemudian
digunakan tanpa perubahan pada validation dan testing set sehingga tidak terjadi
kebocoran informasi dari data evaluasi ke tahap pelatihan.

Tabel 4.2 Pembagian Dataset

Subset Jumlah Proporsi Fungsi
- Pelatihan bobot
0,
Training 224 70% jaringan
Pemilihan
Validation 48 15% arsitektur dan
learning rate
. Evaluasi akhir
0,
Testing 48 15% model terpilih
b. Hasil Pengujian Konfigurasi
Tabel 4.3 Hasil Validasi Sembilan Konfigurasi
. RMSE
No. ARES | MeantS | MAE | R? RCELES
r D Iterasi
0.1491 =+
1 5-5-1 0.01 0.0082 0.1079 0.9188 2276
0.1302 +
2 5-5-1 0.05 0.0071 0.0960 0.9381 2270
0.1186 =+
3 5-5-1 0.10 0.0093 0.0912 0.9485 2609
0.1466 =+
4 5-10-1 0.01 0.0056 0.1048 0.9216 2387
5 5-10-1 0.05 0.1377 +|0.1004 0.9309 1686
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. RMSE
No. AUSIERID | MeantS | MAE R2 Rerata
r D Iterasi
0.0017
0.1281 +
6 5-10-1 0.10 00124 0.0960 0.9397 2500
0.1502 +
7 5-15-1 0.01 0.0033 0.1078 0.9177 2666
0.1414 +
8 5-15-1 0.05 00013 0.1027 0.9272 1604
0.1405 +
9 5-15-1 0.10 0.0053 0.1024 0.9280 1518
Perbandingan Kinerja Sembilan Konfigurasi
0.16 4
0.14 4
0.12 4
g 0.10 4
-é 0.08
E 0.06 4
0.04 4
0.02
0-00~ 5-5-1 5-5-1 5-5-1 5-10-1 5-10-1 5-10-1 5-15-1 5-15-1 5-15-1

Gambar 4.2 Perbandingan Validation RMSE Antar Konfigurasi
Konfigurasi dengan rata-rata validation RMSE paling rendah adalah arsitektur 5-

Arsitektur d

an Learning Rate

5-1 dengan learning rate 0.10. Rata-rata RMSE sebesar 0.1186 dengan simpangan baku
0.0093, rata-rata MAE 0.0912, dan rata-rata R2 0.9485. Hasil tersebut menunjukkan
bahwa penambahan neuron hidden tidak otomatis menurunkan error; kombinasi arsitektur
dan learning rate perlu dievaluasi secara empiris.

¢. Model Terpilih

Pada konfigurasi 5-5-1 dengan learning rate 0.10, seed 55 menghasilkan

validation RMSE terendah di antara lima pengulangan pada konfigurasi tersebut. Model
ini digunakan satu kali pada testing set. Kurva loss memperlihatkan proses optimasi
menurun secara bertahap hingga kriteria penghentian tercapai pada 3169 iterasi.
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Kurva Pelatihan Model Terpilih
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Gambar 4.3 Kurva Pelatihan Model Terpilih
d. Hasil Pengujian pada Testing Set
Tabel 4.4 Kinerja Model pada Testing Set
Metrik Nilai Interpretasi
MSE 0.0162 Rata-rata kuadrat error
RMSE 0.1274 :?I;eliaran error pada skala
MAE 0.1035 Rata-rata error absolut
R2 0.9415 P_r_opor5| variasi target yang
dijelaskan model

Model memperoleh RMSE 0.1274 dan MAE 0.1035, sehingga rata-rata deviasi
absolut prediksi terhadap target pada data uji sekitar 0.10 poin IPK. Nilai Rz 0.9415
menunjukkan bahwa pada data simulasi model menjelaskan sebagian besar variasi target.
Nilai ini tidak dapat digeneralisasikan sebagai kinerja pada data mahasiswa aktual
sebelum dilakukan pengujian eksternal menggunakan data resmi.
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IPK Aktual vs Prediksi pada Data Testing
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Gambar 4.4 Perbandingan IPK Aktual dan Prediksi pada Testing Set

e. Analisis Hasil Prediksi
Tabel 4.5 Contoh Hasil Prediksi Testing Set

No. IPK Aktual IPK Prediksi Error Absolut
1 2.654 2.657 0.003
2 2.874 2.865 0.008
3 3.420 3.411 0.009
4 3.000 3.013 0.013
5 2.298 2.312 0.014
6 1.578 1.782 0.204
7 1.602 1.812 0.211
8 3.373 3.136 0.237
9 2.854 2.617 0.238
10 2.060 2.369 0.309

Sebagian besar titik pada grafik aktual-prediksi berada di sekitar garis diagonal,
yang menunjukkan prediksi mengikuti arah target. Kesalahan yang lebih besar muncul
pada sebagian kecil observasi di area nilai IPK yang relatif rendah atau tinggi. Kondisi
tersebut lazim pada model regresi ketika sampel pada bagian ekor distribusi lebih sedikit
dibandingkan area tengah.

Pengujian berulang memperlihatkan bahwa inisialisasi bobot memengaruhi nilai
validation RMSE. Oleh karena itu, pelaporan mean+SD memberikan gambaran yang
lebih memadai dibandingkan hanya memilih satu hasil pelatihan. Pendekatan tersebut
juga membuat perbandingan arsitektur lebih terkontrol.
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f. Pembahasan

Hasil verifikasi sejalan dengan penelitian yang menyatakan bahwa ANN dapat
digunakan untuk memprediksi performa akademik [1], [2], [5], [7]. Model
Backpropagation dapat menggabungkan beberapa indikator akademik ke dalam hubungan
nonlinier tanpa harus menetapkan persamaan regresi secara eksplisit. Temuan bahwa
arsitektur berbeda menghasilkan error berbeda juga konsisten dengan Sonang et al. [6].

Konfigurasi dengan hidden neuron lebih banyak tidak selalu menghasilkan kinerja
lebih baik pada data uji. Hal ini menunjukkan bahwa kompleksitas jaringan harus
disesuaikan dengan struktur dan ukuran data. Jaringan yang terlalu kompleks dapat
memerlukan optimasi lebih sulit atau meningkatkan risiko overfitting, sedangkan jaringan
yang terlalu sederhana dapat gagal menangkap hubungan yang diperlukan [3], [5].

Penggunaan validation set terpisah merupakan bagian penting dalam laporan ini.
Testing set tidak digunakan untuk memilih arsitektur atau learning rate. Prosedur tersebut
mengikuti prinsip evaluasi yang menekankan pemisahan data untuk memperoleh estimasi
generalisasi yang lebih objektif [11]-[13].

Dari sisi implementasi akademik, keluaran model tidak dimaksudkan sebagai
keputusan otomatis terhadap mahasiswa. Prediksi dapat berfungsi sebagai informasi
pendukung bagi program studi atau dosen pembimbing akademik setelah model
divalidasi pada data nyata. Mahasiswa dengan estimasi prestasi yang memerlukan
perhatian tetap harus dievaluasi melalui informasi akademik dan konteks pembelajaran
yang relevan.

Keterbatasan utama penelitian pada tahap laporan ini adalah penggunaan data uji
simulasi. Distribusi dan hubungan antarvariabel telah dirancang agar sesuai rentang
akademik, tetapi tidak merepresentasikan populasi mahasiswa Universitas Budi Darma.
Oleh sebab itu, hasil kuantitatif hanya memvalidasi alur pemodelan. Penelitian empiris
final perlu mengganti data tersebut dengan dataset akademik resmi dan melakukan
pemeriksaan ulang terhadap missing value, outlier, distribusi target, serta stabilitas kinerja
model.

4.1. Kesimpulan

Berdasarkan hasil penelitian, metode Backpropagation berpotensi digunakan untuk
memprediksi IPK mahasiswa berdasarkan indikator akademik. Namun, pengujian
menggunakan data akademik aktual diperlukan untuk memastikan akurasi dan keandalan
model serta mendukung penerapannya dalam pemantauan prestasi mahasiswa.

dapat disimpulkan bahwa:

1. Jaringan Saraf Tiruan metode Backpropagation dapat diterapkan untuk memodelkan
prestasi mahasiswa menggunakan IPS Semester 1-3, persentase SKS lulus, dan jumlah
mata kuliah yang diulang sebagai input serta IPK Semester 4 sebagai target.

2. Pada verifikasi data uji, konfigurasi terbaik berdasarkan rata-rata validation RMSE
adalah arsitektur 5-5-1 dengan learning rate 0.10, menghasilkan validation RMSE
0.1186 £ 0.0093.

3. Model terpilih menghasilkan MSE 0.0162, RMSE 0.1274, MAE 0.1035, dan R?
0.9415 pada testing set data uji. Hasil menunjukkan prosedur Backpropagation dapat
berjalan dengan baik, tetapi belum merupakan performa empiris pada mahasiswa
Universitas Budi Darma.

4. Pemisahan training-validation-testing, normalisasi berbasis training set, serta
pengulangan pelatihan dengan beberapa seed memberikan prosedur evaluasi yang
lebih terkontrol dalam memilih konfigurasi jaringan.
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4.2. Saran

Penelitian selanjutnya disarankan menggunakan data akademik aktual dengan
jumlah data yang lebih besar serta menguji berbagai arsitektur jaringan dan parameter
Backpropagation untuk memperoleh hasil prediksi yang lebih akurat dan andal.

1. Pengujian akhir perlu menggunakan data akademik mahasiswa aktual yang telah
dianonimkan dan memperoleh izin dari unit terkait.

2. Jumlah sampel sebaiknya diperbesar dan mencakup beberapa angkatan agar
kemampuan generalisasi model dapat dievaluasi lebih baik.

3. Model perlu diuji kembali secara berkala karena pola akademik dapat berubah
antarangkatan atau kurikulum.

4. Penelitian selanjutnya dapat membandingkan Backpropagation dengan metode
regresi atau machine learning lain menggunakan split data dan metrik yang sama,
tanpa menggunakan testing set untuk pemilihan model.
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